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基于 GA 优化 LSSVM 高炉铁水含硅量预报 
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摘  要：铁水含硅量是表征高炉生铁质量的重要指标，也是反映高炉内部热状态的重要参数。

为了提高铁水含硅量测量精确度，保证高炉顺行，提出一种基于最小二乘支持向量机 (LSSVM)的铁

水含硅量预报模型，采用遗传算法 (GA)确定模型参数的优化组合，以改善模型性能。将某钢管厂高

炉的实际运行数据经过预处理后作为模型的训练和测试样本，进行模型预报实验，并与神经网络模

型和时间序列分析模型的预报性能进行了比较。基于 GA 优化参数的 LSSVM 模型对铁水含硅量预报

的最大相对误差为 5.8%，相关系数为 0.926 375，预报精确度比直接 LSSVM 模型提高了 2.1%，比前

向神经网络模型提高了 4.3%。  
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Prediction of blast furnace hot metal silicon content based on  

LSSVM optimized by GA 
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Abstract：Hot metal silicon content has long been used as one of the most important indices to 

represent the hot metal quality and the thermal state of a blast furnace. In order to improve the 

measurement precision and attain stable operation of the blast furnace, a novel model for predicting silicon 

content by using Least Square Support Vector Machine(LSSVM) is presented. It adopts Genetic 

Algorithm(GA) to determine the optimum parameter set and therefore improves the model performance. By 

training and testing the operational data from blast furnace at a steel tube plant, the experimental results 

indicate that the proposed model can predict silicon content in hot metal with a maximum relative error of 

5.8 % and correlation coefficient of 0.926 375, whose accuracy can be improved by 2.1% and 4.3% than 

that of the direct LSSVM and the feed-forward network with the same data set, respectively. 
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铁水含硅量是衡量高炉生产的生铁质量的重要指标，也是反映高炉内部热状态的重要参数。准确测量和严格

控制铁水含硅量对高炉稳定运行极其重要 [1]。由于生铁生产过程的复杂性和高炉内部的极端状态，不能在线直接

测量铁水含硅量，因此建立相应的模型对铁水含硅量进行预报，使高炉操作人员实时掌握铁水含硅量变化情况，

采取相应的操作以保证高炉顺行 [2]是十分重要的。  
对高炉铁水含硅量预报建模问题已经进行了大量的研究。早期常用解析方法建立铁水含硅量预报模型 [2−4]。解

析模型对于深入理解高炉炼铁过程动态特性发挥了较大的作用，也能为高炉操作提供一定的参考，但作用有限 [2]；

同时解析模型依赖许多参数值，而这些参数值很难准确获得；高炉内部高达 1 500°C 的极端状态也妨碍了模型所

需数据的获取；其他不确定因素，如原料成分的变化，高炉内部随机波动的影响，模型输入参数相互间的影响等

都会影响这些模型的预报精确度。另一种常用的铁水含硅量预报方法是时间序列分析法 [2,5]。这一方法利用高炉铁  
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水含硅量的历史数据建立铁水含硅量预报模型，与传统的解析模型相比，预报精确度有所提高；不足之处在于该

分析法只利用了高炉铁水含硅量的历史数据，因此所建立的模型不能反映很多与铁水含硅量相关的其他参数与铁

水含硅量之间的复杂关系。  
人工神经网络具有对复杂非线性关系建模的能力，作为铁水含硅量建模的有力工具，吸引了众多关注 [6−9]。A. 

Nurkkala 等人提出了一种高炉铁水含硅量前向神经网络预报模型 [7]，该模型采用非线性变量误差反传学习算法修改

连接权值，获得了比线性时间序列方法好得多的预报结果。H. Singh[8]等人曾分别采用反向传播(Back Propagation，

BP)网络、动态学习率网络、功能链路网络和模糊神经网络 4 种不同的神经网络模型，使用同一组输入变量进行铁

水含硅量预报。研究结果表明：与传统的预报模型相比，这 4 种神经网络模型均提高了铁水含硅量预报能力。  
神经网络已成为高炉铁水含硅量预报的重要工具，但是如何确定神经网络的结构以及相应神经网络的输入仍

然是充满挑战性的问题。在文献[1]和[7]中，提出用剪枝算法来确定神经网络的输入变量及其时延，以及神经网络

的连接关系。文献[9]提出一种优化 BP 神经网络高炉铁水含硅量预报模型，采用遗传算法确定模型的输入变量，

优化神经网络的结构。  
虽然人工神经网络在铁水含硅量预报建模中已经并将继续发挥重要的作用，但它们也存在一些不足，例如容

易陷入局部极小而得不到最优解，神经网络的结构也会影响预报质量。V. N. Vapnik[10]提出的基于结构风险最小化

原理的支持向量机(Support Vector Machine，SVM)具有很强的逼近任意非线性关系的能力和泛化能力，已被广泛

用于函数逼近、数据估计与预报等回归问题 [11]。在各种 SVM 算法中，最小二乘支持向量机(LSSVM)[12]用最小二

乘线性系统将二次规划优化问题转化为线性方程组求解，降低了 SVM 计算的复杂性。本文采用 LSSVM 来建立铁

水含硅量预报模型，并采用遗传算法(GA)优化模型的参数组合以提高预报精确度。  

1  预报模型 

1.1 LSSVM模型  

对给定的 N 个训练样本 {( , ) : 1,2, , }i ix y i N= ，LSSVM 用下式函数对待测参数进行预报 [12]：  
( ) ( 1,2 , )i iy x b i Nϕ= + = ⋅ ⋅⋅，                                     (1) 

式中：xi 为输入；yi 为输出； ( )ixϕ 为核空间的映射函数；b 为偏差量。将输入数据映射到高维空间，参数预报问

题可以描述为求解下述优化问题：  
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式中：ω 为权向量；C>0 为惩罚因子； TJ ω ω= ； ie 为预报误差， ˆi i ie y y= − ， ˆiy 为预报模型输出。  
由式(2)和式(3)，导出最小值问题的拉格朗日函数为 : 
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式中 ai 为拉格朗日乘子。对式中 ω,b,e,a 求偏导且令其等于 0，消去 ω 和 e，得到线性方程组：  
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由式(5)解出 αi 和 b，最后得到所求数据的 LSSVM 预报模型: 

1
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N
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=

= ⋅ +∑                                       (6) 

式中函数 K(xi,xj)=φ(xi)Tφ(xj)是满足 mercer 条件的核函数。本文核函数取径向基函数，函数形式为：  
2 2

1( )( ) exp( || || /2 )i ik x x x x σ= − −                                    (7) 

式中σ为径向基函数的宽度。  

1.2 模型参数优化  

惩罚因子 C 和核函数的参数σ是影响 LSSVM 模型性能的主要因素，对这 2 个参数的选取目前尚无系统的方  
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法，多凭经验确定，难以实现参数的优化组合。遗传算法是一种随机优化算法，具有极强的全局搜索能力，遗传

算法从在解空间中随机产生初始种群开始搜索，通过反复迭代进化，能够在解空间快速寻求全局优化解。本文采

用遗传算法搜索 LSSVM 模型的参数 C 和σ2 的优化组合。算法中采用二进制编码表示参数 C 和σ2，位串长度为 19，

确定初始种群后，选择测试集数据的均方误差 MSE 的倒数作为遗传算法的适应度函数：  
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                                (8) 

式中：
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⎩ ⎭

为测试样本的预报值； { }1 2, , , nT t t t= ⋅⋅ ⋅ 为测试样本的实际值；n 为测试样本的样本数目。  

初始种群确定后，经过一次次迭代进化，当满足迭代终止条件时，即可获得参数 C 和σ2 的优化组合。  

2  实验仿真 

2.1 数据集和数据预处理  

实验所用数据来自某钢管公司炼铁厂高炉数据库中某年 4 月 14 日至 5 月 24 日的运行记录(其中剔除了 5 月

10 日至 11 日检修的 16 h 的数据)，这些数据中包含了 35 个可用于铁水含硅量预报的参数。预报模型输入参数的

选择对预报结果影响很大，如果选择的输入参数太少，一些与铁水含硅量关联度高的参数未被选择，会降低铁水

含硅量预报的准确率；如果选择的参数中含有与铁水含硅量关联度不高的参数，会大大增加计算工作量，延长计

算时间，从而导致收敛时间过长，可能还会降低预报命中率。根据对高炉工艺流程的分析以及操作人员的经验，

在 35 个参数中选择了与铁水含硅量关联度高的 16 个参数作为模型的输入参数，这些参数包括：小时料速、富氧

含量、风量、风温、压差、热风压力、顶压、顶温、透气性指数、铁水温度、每炉出铁中的含硫量、碱度 R2、铁

量差、煤气利用率、综合负荷和前一炉的铁水含硅量。  
高炉数据库中的数据由于测量误差或系统故障等原因，常常存在不精确、不完整和重复的数据，不能直接用

于铁水含硅量预报，因此要对样本数据进行预处理。本文主要采取下述处理方法：如果某个参数存在缺失值，采

用其之前时刻的已知值代替；对严重超出测量范围的异常数据，采用 K-近邻线性回归算法对该时刻点的参数值进

行估计，用估计值代替严重超出范围的异常数据；对所有输入输出数据都进行归一化处理，使所有输入输出参数

的取值均在[0,1]区间。经过预处理后得到 479 组生产数据，按顺序取前面 379 组数据作为高炉铁水含硅量预报模

型的训练样本，后面的 100 组数据作为测试样本。  

2.2 实验结果 

实验中首先用遗传算法对模型参数进行优化，用 g 表示式(7)中的 21 σ ，得到 LSSVM 的优化参数值，如图 1
和图 2 所示。图 1 和图 2 分别为 GA 优化 LSSVM 铁水含硅量预报模型参数 C 和σ2 的等高线图和 3-D 图。然后用

经过预处理的样本数据对模型进行训练和测试，用均方误差 MSE 和相关系数 R 来评估模型的预报性能。图 3(a) 
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给出了 GA 优化 LSSVM 模型对高炉铁水含硅量的预报值与实际值的比较情况，从图中可以看出预报值与实际值

接近。图 3(b)是 GA 优化 LSSVM 模型的预报误差图。作为比较，图 4(a)给出了参数未经优化的直接 LSSVM 模型

对高炉铁水含硅量的预报输出，图 4(b)是直接 LSSVM 模型的预报误差图。图 5(a)给出了采用相同输入参数和样

本数据的基于 BP 神经网络的铁水含硅量模型的预报结果，图 5(b)为 BP 神经网络模型的预报误差图。所用神经网

络都含有一个有 15 个节点的隐含层。  

仿真得到基于GA优化参数的LSSVM模型的铁水含硅量预报最大相对误差为5.8%，均方误差MSE=0.000 248 049，

相关系数R=0.926 375；基于直接LSSVM模型的铁水含硅量预报最大相对误差为7.9%，均方误差MSE=0.000 675，

相关系数R=0.821 735；基于前向神经网络模型的最大相对预报误差为10.1%，均方误差MSE=0.000 964 7，相关系

数R=0.796 375。采用GA优化参数的LSSVM模型的预报精确度比直接LSSVM模型提高了2.1%，比前向神经网络模

型高出4.3%。  

3  结论 

利用 LSSVM 逼近高炉铁水含硅量和相关参数间的复杂非线性关系，对铁水含硅量进行预报。采用遗传算法

对模型参数组合进行寻优，以高炉实际运行数据经过预处理后作为样本对模型进行训练和测试。实验结果表明，

与直接 LSSVM 模型和神经网络模型相比，本文提出的预报模型具有更高的预报精确度，对优化高炉操作有重要

的参考价值。  
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Fig.4 Prediction results of direct LSSVM model 
图 4 直接 LSSVM 模型铁水含硅量预报结果 
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图 3 GA 优化 LSSVM 模型铁水含硅量预报结果 
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(b) prediction error 
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Fig.5 Prediction results of BP Artificial Neural Network model 
图 5 BP 神经网络模型铁水含硅量预报结果 


